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LISTA DE SIMBOLOS

Simbolo Significado

Tasa de propagacion de la infeccion, o tasa de contacto efectiva.

S Individuos susceptibles a infectarse.

I Individuos infectados.

R Individuos removidos.

A Individuos infectados acumulados.

0A Nuevos individuos infectados reportados cada dia.

N Poblacién total de un departamento.

0% Tasa de recuperacién de la infeccién.

Ry Numero de reproduccién basico.

L Operador de retardos.

Y0 Varianza de una serie.

Yt Autocovarianza con un desfase de T unidades.

Ot Autocorrelacion, equivale a y¢ /.

€k Término de ruido blanco al tiempo k.

Oc Desviacion estandar de la distribuciéon de ruido blanco.
b i—ésimo coeficiente de un modelo autorregresivo.

0, j—ésimo coeficiente de un modelo de medias méviles.
ACF Siglas en inglés para la funcién de autocorrelacién.
PACF Siglas en inglés para la funcién de autocorrelacién parcial.
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OBJETIVOS

General

* Realizar un modelo matemadtico para proyecciones de los casos acumulados de Covid-19
para el departamento de Guatemala.
Especificos

¢ Calcular las tasas de contagio y proponer métodos para pronosticar los valores futuros.

¢ Utilizar los prondésticos de las tasas de contagio para proyectar la evolucién del total de
infectados acumulados y de individuos susceptibles.
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INTRODUCCION

La pandemia de Covid-19 ha tenido un gran impacto en todo el mundo, y Guatemala no
ha sido la excepcién. La comprension de la propagacion de la enfermedad es crucial para poder
tomar medidas efectivas con el fin de controlarla. En este contexto, los modelos compartimentales
como el modelo SIR se han utilizado ampliamente para estudiar la evolucién de la Covid-19.
Sin embargo, la tasa de propagacion de la enfermedad no es constante, sino que varfa con el
tiempo y las circunstancias, como épocas festivas en las que se relajan las restricciones, lo que
dificulta la descripcion precisa del desarrollo de la pandemia.

Para abordar esta limitaciéon y bajo la suposicién de que la tasa de propagaciéon es un
proceso estocéstico, se propone determinar su variacién mediante la combinacién de los modelos

de autorregresion lineal y de medias méviles.

Otro método para modelar la variacién de la tasa de propagacion es el de redes neuronales
artificiales, una técnica de aprendizaje automético que ha demostrado ser efectiva en muchos
campos. En el caso de la Covid-19, se ha demostrado que las redes neuronales artificiales
pueden usarse para pronosticar el nimero de nuevos casos de infectados en diferentes paises,

como se puede observar en [2].

La tasa de propagacion para diferentes dias se calcula a partir de los nuevos casos diarios
reportados por el Ministerio de Salud de Guatemala. Los pronésticos realizados por los modelos
ARIMA vy por la red neuronal se sustituyen en el modelo SIR para estimar las proyecciones de

los casos acumulados. Finalmente se comparan estas estimaciones con los datos registrados.
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JUSTIFICACION

La modelacién matemaética de epidemias ha sido un campo de investigaciéon activo durante
varios siglos, y ha sido utilizado para comprender y predecir la propagacion de enfermedades
infecciosas en todo el mundo. Uno de los primeros en modelar mateméticamente la evolucién
de una epidemia fue el fisico y matematico Daniel Bernoulli en el siglo XVIII cuando analiz6 la
mortalidad causada por la viruela tratando de modelar la cantidad de sujetos que a cierta edad
aun no habian contraido la enfermedad [3], lo que inici6 todo un campo de investigacién en
modelado epidemiolégico.

Desde entonces, se han desarrollado varios modelos para entender la propagacion de
enfermedades infecciosas, incluyendo el modelo SIR (para estimar las variables susceptibles,
infectados y recuperados) y sus variantes, que han sido utilizados para comprender la evolucién
de la pandemia de COVID-19. El modelo SIR es particularmente efectivo para simular la fase
inicial de la enfermedad, cuando atin no han hecho efecto las medidas de restriccién. Ya que
en tales casos se puede considerar que el nimero de reproduccién bédsico Rg y por lo tanto
la tasa de contacto de propagacién B, una cantidad proporcional a Ry, son constantes. Por
ejemplo, en [5] se determina el ntiimero de reproduccién basico Ry de diversos paises para los
primeros dias de la infeccién. Sin embargo, este modelo deja de dar resultados adecuados para
el resto de la evolucién de la epidemia, sobreestimando el tiempo de duracién de las olas. Por lo
tanto, determinar las fluctuaciones de B es crucial para estimar el desarrollo de la enfermedad

y conducir a la adopcién de medidas més efectivas para controlarla.
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1. MODELO SIR

El SIR es un modelo compartimental que fue propuesto por R. Ross [15]. Describe la
evolucién de los individuos susceptibles, infectados y removidos. Las ecuaciones de este modelo

SOon
s _ PIS
dt N
dl  BIS
2P 11
-~ 7D
®_
(a7

donde la tasa de propagacion esta representada con f y la tasa de recuperacién con 7, en este
proyecto se supone que y = 1/21 ya que el IGSS considera que un individuo infectado se

recupera luego de 21 dias [7].

El modelo SIR en series finitas y suponiendo At = 1 es

( Bi—1li1S;—
_aq. j—14-12j-1
=S~ N
Bi-11j-15j—1 1.2
Ij = I]‘_l + % - ’)/I]'_l( )
\R]' = R]'_l + ’)’I]'_l

note que p corresponde exactamente a la tasa de personas contagiadas al introducir un individuo

infectado entre la poblacion inicialmente sana.

Por la condicién de restricién

N=S+I1+R, (1.3)

solo se necesitan las primeras dos ecuaciones del sistema 1.1. Las condiciones iniciales son

S(O) = Sy, I(O) =1Ioy So+1Io=N.



1.1. Anadlisis de Estabilidad

S(t) es una funcién decreciente ya que S’(t) < 0 para todo t. Por otro lado I'(t) > 0si

P2 1. (1.4)

La condicién 1.4 no puede cumplirse indefinidamente debido a que la poblacién no es

infinita y como S(t) es decreciente, en algin momento I’ decrece también hasta

ltm I(t) = 0. (15)

t—o0

Al inicio de la epidemia S(0) ~ N por lo que, partiendo de 1.4, se obtiene la cantidad

Ry =P (1.6)

conocida como nimero de reproduccion bésico. Si 0 < Ryp < 11luego I’ < 0 por lo que cesa la
propagacion de la infeccién. Mientras que si Ry > 1 entonces I’ >0y se encuentra en curso una
epidemia.

1.1.1. Relacion de Tamaiio Final

La cantidad final de individuos susceptibles S, es mayor que cero y estd dada por

Inl—)=Ry(1——]). 1.7
" (soo) 0 ( N ) (17)
Demostracion: Del sistema 1.1

(S+1) = -9, (1.8)

luego S + I > 0 es una funcién decreciente. Debido a 1.5 se tiene que

Hm (S + I) = Seo, (1.9)

t—o0

y la integral de 1.8 es



/ (S+D)dt = — [ 1dt, (1.10)
0 0
Seo+ Ioo — So — Ip = —7/ Idt, (1.11)
0
Seo—N=—v [ Idt, (1.12)
0
= 1
Idt = (N — Ss0). (1.13)
0 v
Por otro lado:
__P
s =-Lsi, (1.14)
0 S/ ‘B 0
/0 == _N/o 1dt, (1.15)
00 g B ﬁ .00
/0 S=-x5 ) 1 (1.16)
S\ B [
In <§> =5t (1.17)
y por 1.13
So\ B
In (Sw) = (N =S, (1.18)
SO o ﬁ - Seo
(%)= (1 = ) , (1.19)
So\ S

que es la misma expresion que 1.7 y se conoce como la relacién de tamario final. Note que N —
S es la cantidad de individuos que fueron infectados en todo el tiempo que duré la epidemia.

3



S
Al porcentaje equivalente 1 — = se le conoce como attack rate o tasa de ataque (aunque no es

una tasa, sino mds bien una proporcion).

De manera similar, integrando de 0 a t:

A(s+1 —y/zm

S@+Hﬂ—%—m:—7/lw
0

S(t) + I(t) =—7/1m

/ ldt = (N = S(1) = 1(1)),

por otro lado:

S —_
tS/ ‘B t
t
/ds_ /Idt
I (S0 —f?/ﬁm
S(t)) NlJo '

SI,

Z| o

ademds, por 1.24

In(So) — In(S(1)) = B~ (N = 8(t) — 1(1)),

YN

sy +1(e) - 1N

p p

Las orbitas en el plano (S, I), solucion del sistema 1.1 estan dadas por 1.30.

4

~ N ) = S0+ 1o —

(1.21)

(1.22)

(1.23)

(1.24)

(1.25)

(1.26)

(1.27)

(1.28)

(1.29)

(1.30)



En la expresion 1.7 si Se = 0 el lado izquierdo tenderfa al infinito y el derecho serfa finito
por lo que ésta no podria ser una solucién. Si S = N significaria que no hubo epidemia, luego
0 < Seo < N. Por lo que de acuerdo a este modelo, una parte de la poblacién queda sin ser
infectada hasta el final de la epidemia. Hay un tinico valor solucién Se a la relaciéon de tamafio
final 1.7, como se demuestra a continuacion:

Defina

So X

g(x) =In (7> —Rg (1 — N) , (1.31)

en los valores cercanos a 0 por la derecha g(0™) > 0y cercanos a N por la izquierda g(N~) < 0

por lo que la solucién estd en 0 < x < N. Serd util conocer el intervalo en el que

Ry 1
/ = _-<0, 1.32
gx)=3--< (1.32)
este intervalo es
0<x< ﬂ, (1.33)
Ro

Note que esto tiene sentido cuando Rg > 1 ya que si Ry < 1 no restringe que x > N, lo que no
es coherente ya que supera a la poblacion total. Por lo que si Ry > 1, g(x) es mondtonamente

decreciente desde x = 07 hasta x = R Luego crece a un valor negativo cerca de N. Asi que
0

0<Su< ¥ (1.34)



Como ejemplo para observar el comportamiento de g(x), utilice los pardmentros Ry = 1.1,
So =10y N = 1000.

a(x)
— g{x)
3 A ® S.
v N/Rp
2 -
z L
>|< 14 Solucidn de g{x) = 0
—
S
o Q01
|
X
& 17
< .
-2 - g (N/Rg) =0
=
(=]
—3
_4 -
-5 T T T T T T T
0 500 1000 1500 2000 2500 3000

X

Figura 1.1. Comportamiento de g(x), dadas las condiciones iniciales Ry = 1.1, Sg = 10, N = 1000.

a(x)
— g{x)
3 ® S.
v N/Ro
2 -
z L
>|< 14 Solucién de g(x) =0
-
€ 0-
|
=
& 17
E ,
h—2 - g(N/Rg)=0
=
(o]
_3 -
_4 -
_5 T T T T T T
0 200 400 600 800 1000

Figura 1.2. Ampliando la figura 1.1 se observa que puede delimitarse la solucion al intervalo x €
(0,N/Rp).
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Solucién de g{x) = 0

g(x) = In(Sp/x) = Ro(1 = x/N)

Figura 1.3. Ampliacién de la regién en la que se encuentra la solucién.

Si por el contrario Ry < 1 resulta que g(x) es mon6tonamente decreciente desde x = 0*
hasta x = N. Por lo que hay un dnico cero Se de g(x) con Ses < N. Considere el ejemplo

anterior, suponiendo ahora que Ry = 0.8 mientras que los otros pardmetros contintian siendo
So = 10, N = 1000.
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Figura 1.4. Comportamiento de g(x) con Ry < 1, note que aunque la funcién es monétonamente
decreciente hasta x = N/ Ry, este valor seria superior al de la poblacién, considerada constante.
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Figura 1.5. Acd puede observarse con mayor facilidad que x = N/R supera a N, por lo que solo se
puede decir que la solucién estd acotada en el intervalo x € (0, N).
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Figura 1.6. Ampliacién de la regién en la que se encuentra la solucion.



1.2. Determinacion de la Tasa de Contacto 3

En el modelo compartimental se utiliza el simbolo I para representar a los infectados. Pero
para realizar el computo serd preferible clasificar a los infectados en las siguientes categorias.
Se representa con 0 A(t) a los nuevos casos de infectados detectados exactamente en el tiempo .
Desde su deteccion los individuos infectados entran al compartimento I(¢) donde permanecen
1/ dias. También es ttil la cantidad A(f) que contabiliza el total de personas que se han
infectado desde el inicio de la epidemia hasta el tiempo t. Por ejemplo suponga que los primeros
tres dias se han reportado los siguientes infectados: primer dia, 5 infectados, segundo y tercer
dia 7 y 4 infectados respectivamente. Las cantidades como las hemos definido arriba, suponiendo

que la infeccion dura 1/ = 2 dias quedarian como:

SA(1)=5| A(1)=5 | I(1)=5 |R(1)=0
SAQR)=7| AQ) =12 | 1(2) =12 | R(2) = 0
SA(B)=4| AB)=16 | [(3) =11 | R(3) = 5

Tabla 1.1. Ejemplo del calculo de las variables 6 A, A, I y R suponiendo y = 2.

Los datos disponibles para esta investigacién son § A(t) y la poblacién N de cada departamento.
A partir de estas cantidades es posible calcular las otras variables del modelo, por ejemplo:

Alt=n)=A, = iéAi, (1.35)
i

y suponiendo que hay inmunidad permanente luego de salir de la infeccion se tiene que
St=n)=S,=N—-A, (1.36)
mientras que quienes fueron infectados 7y dias atrds pasan al compartimento de los removidos
R(t=n)=R, =6An—y +Ry_1, (1.37)

por lo que la cantidad de infectados I(t) ent = n es

Iy =A,— Ry, (1.38)

conociendo estas variables es posible determinar j,,, de la siguiente forma

A
‘Bn . N5 n+1

= : 1.39

9
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2. REDES NEURONALES

Suponer que B es otra variable del modelo conlleva la necesidad de tener una ecuacién

mas en 1.1, a falta de tal ecuacién se utilizardn redes neuronales para pronosticar los futuros

valores de la tasa de propagacién de la infecciéon. La entrada de la red son los valores de 8 de

los n dias anteriores al que se quiere estimar. Cada neurona artificial de las que conforman la

red realiza las siguientes acciones [12]:

1. Lleva a cabo una combinacién lineal de los pardmetros de entrada j; de la siguiente forma:

z = Z(wiﬁi) +b (2.1)

1

donde el peso w; indica la importancia que la neurona asigna a la i—ésima entrada y b es

un sesgo (bias) andlogo al voltaje de encendido de una neurona natural.

. Ala combinacién lineal le aplica la funcién de activacion ReLU (Unidad Lineal Rectificada),
definida por:
Osiz <0

f(z) = { 22)

mzsiz >0

donde z serd la combinacién lineal 2.1, y f(z) el valor final que devuelve la neurona.
Los pardmetros b y w; pueden variarse para ajustar ese valor final, al valor dado por la
muestra de entrenamiento.

11



flz)

v

Figura 2.1. Neurona artificial.

Con neuronas como la de 2.1 se construye una red neuronal densa. Al tener més neuronas

se dispone de més pardmetros (pesos y bias) para ajustar el resultado de la red al valor observado.

ﬁ] First Hidden

Layer )
Second Hidden
layer

Output

.. @\ l‘iu-( 2
/

n-+1

Figura 2.2. Red neuronal estimando ;1.

Se utilizardn los valores de n dias para predecir el valor del dia n + 1. De esta forma
decimos que B, ; es la prediccion de B,,,1 que es el valor observado.
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Figura 2.3. Red neuronal estimando ;2.

Por lo que en general, los datos de entrenamiento tendran la forma:

[5]', 5j+1; ---zﬁj+n—1] — ,3j+n (2.3)

2.1. Agrupacién de Datos

Suponga que el listado de datos disponible es [Bo, B1, ..., Bx—1], se definen las siguientes

cantidades:

¢ E = Train size, tamafio del conjunto de datos de entrenamiento.

P = Test size, tamafio del conjunto de datos de evaluacion.

k = E + P, tamafio del conjunto de datos completo.

D = Dias a pronosticar.

n = Intervalo de tiempo que determina el valor futuro.

Se separa el conjunto original de la siguiente manera:

[Bo, B1, s BE—1] U [BE, BE+1, s Br1), (2.4)

13



el conjunto a la izquierda corresponde a los datos de entrenamiento y el de la derecha es el

conjunto de evaluacién, con una longitud

P=D+n. (2.5)

Ahora los datos de entrenamiento serdn separados también con los pardmetros E’, P/, D’

(basta conocer D’ y n para determinar E’, P'),

[:BO/ :Bl/ s :BE’—l] U [.BE’/ .BE’—i—ll ceer ,BE—l]/ (26)

los P’ datos en el conjunto de la derecha seran agrupados de la siguiente forma:

[BE, BE' 17 s BEr40—1] = BE/ 4/ (27)
[Ber1, BEr2s oo BEr 0] = BE4nt1, (2.8)
Do (2.9)

[BE—2-n-1, s BE—2] = BE-1- (2.10)

2.2. Funcion de Costo

Los parametros w; y b de cada neurona en la red pueden ajustarse hasta alcanzar un f,
cercano al valor de entrenamiento f3,,. Para cuantificar qué tan cerca del valor observado quedan
las predicciones definimos la siguiente funcion de costo

z

1 2
C= N (B = Bui) (2.11)

conforme los parametros w; y b se van ajustando para mejorar la prediccién C va disminuyendo,
a este proceso se le llama aprendizaje de la red.

14



model loss - GUATEMALA

0.0005
—— Tain Loss

Test Loss
0.0004

0.0003

loss

00002

0.0001

0.0000

T T T T T T T
o 5 10 15 20 5 30
epochs

Figura 2.4. Funcién de costo o loss function para alguna de las corridas de la red.

Cuando C =~ 0, la red guarda los pardmetros w; y b que son el resultado final de su

aprendizaje. Ahora podemos usar un conjunto diferente de parametros de entrada 71, 72, ...,

1 para predecir #,,11.

2.3. Algoritmo de Descenso de Gradiente

La funcién de costo se calcula sobre los N datos de entrenamiento

[B1, B2, s Bu] = Brt1, (2.12)
[132/ ,33/ ees .Bn] — ,Bn+2/ (2~13)
Py (2.14)
(BN, BN 41+ BN4n-1] = BuiN, (2.15)
y estd dada por
c= iN (B — Bi)* (2.16)
2N S l

Las predicciones B} dependen de los parametros (w;, b;) por lo que se puede escribir

C = C(wik by) (2.17)

El aprendizaje de la red consiste en determinar los (w;, b;) que minimizan la funcién
de costo. Es decir que se busca minimizar C(f(z)) con z definida en 2.1. Con ese fin se parte
de alguna posicion aleatoria (w;, b;), estos pardmetros determinan toda una curva f(z) que

corresponde a las predicciones. Al variar los pardmetros, la variacion de C es:
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oC oC
AC = MAZUZ/]{ + a—blAbl, (218)

donde se estd utilizando la notacién de sumas de Einstein. La expresién anterior se puede

escribir en términos del producto interno del gradiente de C y la variacién de los parametros.

AC =VC- AV, (2.19)
donde 3C ac
=, == 2.2
ve= (s 5)- 220
y
Av = (Awl,k, Abl). (2.21)
La eleccion Av = —yVC con 7 > 0 garantiza que nos movemos hacia un valor menor de
C ya que se tiene
AC = —yVC-VC = —y|VC[* <0, (2.22)

lo que permite acercarce al minimo a cualquier distancia arbitraria.

2.4. Descenso de Gradiente Estocdastico

El conjunto de entrenamiento puede ser tan grande que calcular la funcién de costo podria
requerir bastante tiempo de computo. Una forma mds eficiente de calcularla es proceder de la
siguiente forma: elegir M datos aleatoriamente delos N que hay en el conjunto de entrenamiento

y con ellos calcular Cyy. Si M es suficientemente grande Cp; ~ C es decir que se supone que

=

x
M :

1

1
Ci~ 3. Ci (2.23)

N
i=1

Il
—_

Se hace variar (wy ;, b;) y se calcula C con otro conjunto de M datos elegidos aleatoriamente,
cada uno de estos conjuntos es conocido como un mini batch. Se contintia variando (wy, by) y
calculando Cy, hasta utilizar todos los datos de entrenamiento. Cuando esto ocurre se dice que
se ha completado una época. El proceso se repite con mds épocas hasta alcanzar aproximaciones
satisfactorias.
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3. PROCESOS ESTOCASTICOS

Todorovic [16] define un proceso estocdstico de la siguiente forma:

Un proceso estocdstico es una familia de variables aleatorias X (t),t € T, definidas en un espacio
de probabilidad comiin {E, F, P}, donde el pardmetro T es un subconjunto de la linea real R.

Para comprender a qué hace referencia el espacio de probabilidad {E, F, P} serd de utilidad
revisar los axiomas formulados por Kolmogorov en [9] para describir un campo de probabilidad

que se transcriben a continuacion:

Sea E una coleccion de elementos ¢,1,, ..., a los que llamaremos eventos elementales, y F un
conjunto de subconjuntos de E; los elementos del conjunto F son llamados eventos aleatorios.

1. F es un campo de conjuntos.
2. F contiene a E.

3. A cada conjunto A € F se le asigna un niimero real no negativo P(A). Este niimero P(A) es
llamado la probabilidad del evento A.

4. P(E) = 1.

Un sistema de conjuntos, F, junto con una asignacion definitiva de mimeros P(A), satisfaciendo
los axiomas 1 — 4 es llamado campo de probabilidad.

3.1. Procesos Estocasticos Estacionarios

Un proceso estocdstico es estacionario cuando el promedio y la varianza de su serie se

mantienen constantes y ademads la autocovarianza cumple con

COV (yo, yn) = COV (Y, Yitn)- 3.1)
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3.1.1. Prueba ADF

Prueba de Dickey-Fuller Aumentada, se utiliza para determinar si una serie corresponde

a un proceso estacionario o no. Para aplicarla se empleara la funcién adfuller de la biblioteca

statsmodels * de Python.

3.1.2. Modelos de Series de Tiempo Estocasticas

3.1.2.1. Modelos Autorregresivos

Un modelo autoregresivo de orden p se escribe AR(p), y es de la siguiente forma [8]:

Yt =Py 1+ Gayr2+ o + Ppyr—p + €,

(3.2)

donde €; es un término de error o ruido blanco que sigue una distribucién normal con promedio

0 y que cumple con
Eletys—] = 0VT >0,

lo que significa que el error no influye en los valores de la serie ocurridos en el pasado.

En el caso p = 1 se tiene el modelo AR(1):

Y = P1yi—1 + €,

que puede reescribirse como
(1—¢1L)yr =€y,

donde L es el operador de retardos [8]. La raiz del polinomo caracteristico
1—-¢L=0

es

Ll - 1/4)11

y para tratarse de un proceso estacionario debe cumplir con

|L1| >1,

I Especificamente adfuller es una funciéon del submédulo statsmodels.tsa.stattools
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o bien

1] <1, (3.9)

como se podrd ver en breve.

Suponga que el proceso 3.4 se inici6 en el periodo —N, por sustituciones sucesivas se tiene
que

Yt = Pr1yi—1 + €t
=1 (Ppr1yr—2 +€-1) + €

2
= _r+ 1641+ €
P1Yt—2 + P1€1-1 + €4 (3.10)

N t+N-1
:(P1+ YN+ Z (Pinet—m/

m=0

y debido a que el promedio de la distribucién del ruido blanco es cero, se tiene que el valor
esperado de y; es:

Ely) = o7 Ny_n, (3.11)

por lo que la serie se puede clasificar en las siguientes tres categorias dependiendo del valor de

Pr:
* Si |¢1| > 1 El valor esperado de la serie crece de manera indefinida.
* Si |¢1| = 1 El valor esperado de la serie es constante o tiene alternancia de signos.
* Si |¢1| < 1 El valor esperado de la serie tiende a cero (0 a una constante) en el infinito.

Cuando se tiene el caso |¢1]| < 1 se dice que se trata de una serie estacionaria o estable. En
ese caso el valor esperado cuando —N = —oo es

Ely:] =0, (3.12)
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o bien cierta constante 2 y. La varianza de un proceso AR(1) iniciado en —N es

70 = E[(y: — E[y:])?]

N tH+N—-1 N 5
= E[(¢i™Ny-n+ ), ¢lerm— ¢V y-N)?]
m=0
t—&—%l )
= E[( ¢1'€t—m)’]
A (3.13)
t+N—-1 o o
:E[ Z ¢1m€t—m]
m=0
2H—N—1 )
= Ue Z (:blm‘
m=0

Como se considera que la serie es estacionaria, ¢; < 1, la varianza en 3.13 es la suma de

una serie geométrica con razén ¢?. Los términos primero y tltimo y la razén son:

ap = 0'3,
a, = o2ge TN, (3.14)
r=¢i,
y la suma en 3.13 puede reexpresarse como:
2(t+N-1)
1-¢
2 1
= 3.15
Y0 € 1_— (P% ( )

Ya que el proceso es estacionario y se inici en —oo, la expresién 3.15 se simplifica como

o

1— ¢?

Y0 = , (3.16)

la expresién 3.16 da la varianza de la serie. Para calcular la covarianza® de la serie con una
version de si misma desplazada T unidades procedemos de la siguiente forma:

2Esto ocurre si al proceso 3.4 se le agrega la constante 1, es decir: y; = p + ¢1y;_1 + €
3A este tipo de covarianza se le conoce como autocovarianza
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Y = E[ytyi—]
= E[(¢1ys-1 + €1)yr—]
= ¢1E[yr-1yt—]
= P1Yr-1,

(3.17)

la expresion 3.17 es una ecuacién en diferencias, homogénea de primer orden cuya solucién es

Yo = AAT = Yo1. (3.18)

Las autocorrelaciones se definen como

por lo que
Pr = 4’% (3.20)

La ecuacion 3.17 puede generalizarse [8] para un modelo AR(p):

Yr=P1Yr-1+tP2Yvr—2+ . + PpYr—p. (3.21)

Debido a que calcular analiticamente la autocovarianza inicial 7y para modelos de orden

p > 1 resulta muy complicado, es més practico trabajar con las autocorrelaciones definidas en
319,yaquepyp =1y

Pt = P107-1 + P2pr—2+ ... + Pppr—p- (3.22)

La ecuacién en diferencias 3.22 da lugar al siguiente sistema de ecuaciones lineales

P1 = $100 + P201 + .. + PpP1—p,

= + + o Ppor_,
P2 = $1P1 + 200 $pp2—p (3.23)

Pp = P1Pp—1 + P20p—2 + ... + Pppo,

40 simplemente varianza
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0 bien definiendo

-Pl- -471- - po p1 o .01—p-
i= | 5= |7, M= |0 (3.24)
O] | Pp | Pp-1 Pp—2 " Lo, |
la ecuacién 3.23 se puede expresar de forma mas compacta como
f = M. (3.25)

Sin embargo en la practica es sencillo calcular los valores de autocorrelacién entre una
serie v su version retardada. El interés estd més bien en calcular los coeficientes ¢; para determinar
y ip

el modelo AR(p), lo cual se consigue de la siguiente forma:

¢ = M5 (3.26)

3.1.2.2. Modelos de Medias Moéviles

Un modelo de medias méviles de orden g se escribe MA(g), y es de la siguiente forma:
Yy = €r — 91€t_1 — . — 9q€t_q, (327)

donde los €; son valores de ruido blanco, independientes entre si y que siguen una distribucién
normal. En el caso g = 1 el modelo MA(1) es

yr = €t — 01641, (3.28)
y con el operador de retardos puede expresarse como

ye = (1—01L)er. (3.29)

La covarianza es

Elyiyi—] = E[(er — 61€61-1)(€r—v — O16¢—7-1)]

, (3.30)
= Eleser—1] — E[esb1€4—r—1] — E[es—101€t—<] + 0TE[€r_101€64—7—1],
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. . . . .2 . . . /
como el ruido blanco €; sigue una distribucién normal y es independiente de €, si t # t, en

T=0yen T =1se tiene

Y0 = Elysy] = 02(1+65),

(3.31)
v1 = Elysys_1] = —6102,

mientras que para T > 1
7 =0. (3.32)

Note que mientras en el proceso AR(1) las covarianzas 3.18 son una funcién suave decreciente,
en el proceso MA(1) cambian abruptamente a cero luego de T = 1. Note también que el proceso
es estacionario sin importar el valor del coeficiente 6; .

3.1.3. Determinacion del Orden de los Modelos Autoregresivos y de Medias

Moviles

Primero considere el proceso trivial que consiste en una serie de valores aleatorios independientes
entre si. Estos valores se obtienen de una distribucién normal por lo que el proceso es estacionario
al tener un promedio constante de 0 y una desviacién estdndar, también constante, igual a 5. El
codigo para generar esta grafica y las demds de esta seccion se encuentra en
https:/ / github.com/CarlosSalazarR / Thesis-Scripts.

Serie de Valores Aleatorios Independientes

7.5 1
5.01 H

2.5 M
0.0 1

—2.54

I W

t

Figura 3.1. Ejemplo de serie obtenida a partir de distribucién normal.
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Las graficas de las funciones de autocorrelaciéon ACF y de autocorrelaciéon parcial PACF

de la serie en Figura 3.1 son

Autocorrelation
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0.50

0.25 1

—0.251

—0.50

—0.75 1

—1.00

0 2 4 6 8 10
Partial Autocorrelation
1.00

0.75

0.50

0.25 1

0.00 s ' '3 = T 5
-0.25 1
—0.50 1

—0.75 1

—1.00

0 2 4 6 8 10

Figura 3.2. Las ACF y ACFP indican que los valores de la serie son independientes entre si.

Las autocorrelaciones que quedan dentro de la banda celeste son aquellas que no son
estadisticamente significativas, es decir que los respectivos retrasos no influyen en el actual
valor de la serie. En este caso el tnico valor significativo corresponde al retraso 0, que consiste
en la serie misma sin retraso. Por lo que ninguno de los valores anteriores influye en el actual

como se esperaba pues son independientes entre si.

Ahora considere el movimiento browniano, un proceso estocastico que describe, entre
otras cosas, el movimiento de pequefias particulas golpeadas por moléculas de agua. En este
ejemplo el movimiento browniano es unidimensional y partiendo de cierta posicién inicial la
particula puede avanzar un paso hacia adelante o hacia atras en cada iteracién, por lo que es un
proceso AR(1) como en 3.4 donde los €; pueden tomar tinicamente los valores 1 y —1, y donde

¢1 = 1. La grafica de la serie resultante es como la mostrada en la Figura 3.3.
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Figura 3.3. Una realizacién del movimiento browniano descrito por el proceso y; = y;—1 + €;, donde
cada €; puede valer solamente 1 6 —1.

La PACF en la Figura 3.4 indica que los valores de la serie dependen tinicamente del
valor anterior. Esto se debe a que el nuevo valor se obtiene de desplazamientos a partir del
valor previo. Por otro lado la ACF muestra una dependencia de una mayor cantidad de valores
anteriores puesto que toma en cuenta la dependencia indirecta de los retrasos mientras que
la funcién de autocorrelacién parcial mide solamente la dependencia directa. Asi que para
determinar el orden del modelo de autoregresion lineal se debe observar la PACF.

Autocorrelation
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Figura 3.4. Funciones de autocorrelaciéon y autocorrelaciéon parcial del movimiento browniano.
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Debido a que los errores siguen una distribucién normal
Eleres] =0, (3.33)

la funcién de autocorrelaciéon permite determinar el orden g de un modelo de medias méviles,

ya que en este caso no existe influencia indirecta entre los errores de las diferentes predicciones.

3.1.4. Modelos ARMA y ARIMA

Un modelo ARMA(p,q) supone que el valor actual de la variable depende de sus p valores
pasados y de g valores €; que son la diferencia entre una observacién y la estimacién del modelo
autorregresivo

Yr = 4)1]/,5_1 + (szt_z + ...+ (Ppyt_p + € — 916}_1 — . — Oqet_q. (334)

Si el test ADF indica que la serie no es estacionaria puede realizarse la transformacién que
consiste en la diferencia entre valores consecutivos. Este proceso se realiza d veces hasta que el

test indique que la nueva serie sea estacionaria, y el modelo a utilizar es ARIMA(p,d,q).
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4. METODOLOGIA PARA PRONOSTICAR B APLICANDO
REDES NEURONALES

Se consideraa f = B(t) como una variable dependiente del tiempo por lo que se necesitaria
agregar una ecuacion mas en el sistema (1.1) para resolverlo. Se carece de tal ecuacién asi que
se recurre a las redes neuronales.

La fuente de datos consultada es el sitio web del Ministerio de Salud de Guatemala [1], el

intervalo de tiempo de las observaciones empleadas en esta seccién va desde el 06 de junio de
2020 hasta el 30 de agosto de 2021.

Los datos diponibles son:

* LosnuevosinfectadosdA = ﬁ—;,s cada dia por departamento, los cuales aportan un término
en1.2.

* La poblacién N en cada departamento.
Conocemos los 6 A al j— ésimo dia de donde despejamos

SA;
li1Sj1

Bi1=N (A1)

Una parte de los B calculados con (4) se utiliza para entrenar la red neuronal que consta
de 3 capas, la primera de 64 neuronas, la segunda de 8 y la tercera de 1.
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Figura 4.1. Red neuronal utilizada para predecir .

1. Calcular B de los datos disponibles y utilizar una parte de ellos para entrenar una red

neuronal.

2. Sustituir los B estimados por la red en el modelo SIR para predecir las variables S,I y R

utilizando diferencias finitas.
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5. METODOLOGIA PARA PRONOSTICAR B APLICANDO
MODELOS ARIMA

Se propone que las fluctuaciones de B son un proceso estocastico que se puede modelar
como un proceso ARIMA (modelo lineal autoregresivo integrado y de medias méviles). Para
ello se implementara la libreria statsmodels de Python con el fin de determinar los coeficientes
¢; y 0; del modelo ARIMA(p,d,q) que describe la serie 8. La biblioteca también se utilzara para
realizar la prueba de Dickey-Fuller aumentada para determinar si la serie es estacionaria.

1. Determinar si la serie en cierto intervalo de tiempo es estacionaria, para ello ejecutar la

funcién adfuller de la libreria statsmodels.

2. En caso de que la serie no sea estacionaria, realizar d transformaciones hasta obtener una

serie estacionaria.
3. Si la serie es estacionaria desde el principio d = 0.

4. Calcular la funcién de autocorrelacién parcial y aquellos valores para los que sea
estadisticamente significativa corresponden al orden p de la parte de autorregresion lineal
e indican que cada valor de la variable puede determinarse mediante una combinacién

lineal de los p valores anteriores.

5. Calcular la funcién de autocorrelacion para determinar el orden g de la parte de medias

moviles.

6. Implementar la funcién ARIMA(serie, order=(p,d,q)) de la libreria statsmodels para elaborar
el modelo ARIMA.

7. Si se presentan diferentes opciones de p o q se elige aquél para el cual el error cuadratico

medio de las primeras diez predicciones sea el menor.
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6. DETERMINACION DE B UTILIZANDO REDES
NEURONALES

Para predecir B se utilizaron redes de 3 capas de 64, 8 y 1 neuronas, 100 epochs y batch
size igual 30. Se corri6 la red neuronal 100 veces por cada dia que se desea pronosticar la tasa
de contagio y se propuso que los resultados siguen la distribucién de Poisson, con el promedio
representado por A,

e~ A )\k
k!
model loss - GUATEMALA
—— Train Loss
0.00035 4 Test Loss
0.00030 4
0.00025
4 0.00020 4
o
0.00015 4
0.00010
0.00005 -
0.00000 -
0 2 4 6 8 10 12

epochs

Figura 6.1. Funcion de costo de la red neuronal para el departamento de Guatemala.

Evolucién de B en GUATEMALA

0.0675 4 Predicciones de la Red Neuronal
—8— B Observado
0.0650 { —&— Valor Promedio de 100 Predicciones

0.0625
0.0600
@

0.0575 1

0.0550 4

0.0525 4

0.0500 -

(I) t'l> 1‘0 1‘5 2‘0 2‘5 3‘0 3‘5
t (dfas)

Figura 6.2. Los puntos amarillos corresponden a las 100 predicciones de 8 cada dia para el departamento
de Guatemala. El promedio es la 8 reportada.
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La suposicién de la distribucion de B es utilizada después para definir los intervalos de

confianza. Entrenar y probar la red neuronal da funciones de costo como en Figura 6.1.

Distribuciones de los prondsticos para varios departamentos y diferentes dias se muestran

en la Figura 6.3

Distribucién de B en SOLOLA el dia 15

| * PxA=1579)
3 Distribucién Observada

10 15
1000B - 51

(a)

Distribucién de B en ZACAPA el dia 9

0.16

0.14

0.12

*  P(x,A =7.69)
0.08 1 @ Distribucién Observa

0.06
0.04 4

0.02

0.00 -
6 8 10 12 14
1000 - 37
(©
Distribucién de B en HUEHUETENANGO el dia 8
0.175 -

*  P(x,\ =5.48)
[ Distribucién Observada

2.5 5.0 7.5 10.0 12.5 15.0 17.5
10008 - 37

(e)

Distribucién de B en SOLOLA el dia 24

*  P(x,A =23.42)
3 Distribucién Observada

10 15 20
10008 - 51

(b)

Distribucion de B en BAJA VERAPAZ el dia 17

* P(x,A =7.68)
[ Distribucién Observada

00 25 50 75 100 125 150 17.5 20.0
10008 - 51

(d)

Distribucién de B en ALTA VERAPAZ el dia 13

*  P(x,A =2.55)
[0 Distribucién Observada

6 8
10008 - 38
(f)

Figura 6.3. Distribucién de los 100 resultados de B obtenidos con la red neuronal para diferentes dias y

departamentos.



Notar que B no es un valor entero por lo que se realiz6 una transformacion para aplicar la
distribucién (6.1): Se multiplicé cada prediccion de la red por 1000, estos datos se aproximan al
entero mas pequefio y se guardan en un listado, el valor minimo en este listado se resta a cada
uno de los datos en la lista. Las anteriores transformaciones solamente modifican la escala y no
afectan el tipo de distribucién que caracteriza a los valores originales. Las modificaciones para

observar el tipo de distribucién fueron las de amplificacién, discretizacion y luego traslacion.

La desviacién estdndar ¢ y los intervalos de confianza dependen de la distribucién que

siguen los resultados, por ejemplo para la distribucién normal se tiene

2
Xit —
=y M, (6.2)

donde x;; es el i—ésimo resultado en el t—ésimo dia y y; es el promedio de los resultados en el
t—ésimo dia, mientras que para la distribucién de Poisson

O = \/“l/l_, (63)

con el fin de calcular los intervalos de confianza de 8, suponiendo que sigue una

distribucién de Poisson, basta realizar la transformacién de amplificacién a las predicciones
para utilizar 6.3. Luego se hace la operacién opuesta a la amplificacion (dividir entre la constante
de amplificacién, 1000 en este caso) para regresar 3 a la escala original. El intervalo de 90 por
ciento de confianza se calcula de la siguiente forma:

Cogo, = 1.6450//n, (6.4)

donde n es el nimero de predicciones de la red neuronal, 100 en este caso.
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Algunos resultados de la red neuronal para la tasa de propagacién se muestran a continuacion:

Evolucién Temporal de B en GUATEMALA Evolucién Temporal de B en ZACAPA
0.060 4 Intervalo de Confianza del 90% Intervalo de Confianza del 90%
: —e— B Reportado 0.070 {1 —@— P Reportado
0.0594 & 1 B Promedio de 100 Predicciones —4— Y, B Promedio de 100 Predicciones
0.065
0.058
= 2 0.060
Iy 0.057 1 '
s 3
@ 0.056 o 0.0554
0.055 0.050 4
0.054 0.045 -
0.053
0 5 10 15 20 25 30 35 0 5 10 15 20 25 30 35
Tiempo [dias] Tiempo [dias]
() (b)
Evolucién Temporal de B en BAJA VERAPAZ Evolucién Temporal de B en PETEN
0.060 4 0.075 4 Intervalo de Confianza del 90%
—— B Reportado
0.070 —4— |, B Promedio de 100 Predicciones
0.055
0.065 -
7 0.050 oy
R N
35 5 0.060
@ 0.045 4 @
0.055 4
0.040
Intervalo de Confianza del 90% 0.050 4
—8— B Reportado
0.035 A —— |, i icci
M, B Promedio de 100 Predicciones 0.045
0 5 10 15 20 25 30 35 0 5 10 15 20 25 30 35
Tiempo [dias] Tiempo [dfas]

() (d)

Figura 6.4. Comparacién de B observado en la muestra con las predicciones realizadas por la red
neuronal en la Figura 4.1 para los departamentos de Guatemala, Zacapa, Baja Verapaz y Petén.
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Los valores pronosticados de 8 son substituidos en el sistema (1.2), con el fin de obtener
la evolucion en el tiempo de los individuos susceptibles, de los nuevos casos reportados de
individuos infectados y del total de acumulados.

Nuevos Individuos Infectados por dia en GUATEMALA Nuevos Individuos Infectados por dia en ZACAPA
Intervalo de Confianza del 90%, Poisson 70 E{Tn;alzdeljionﬁaﬂza gelt90%, Poisson
1700 1 —4— Método de Diferencias Finitas — Métado de Dierencias Ftzs
—— Datos de Evaluacion g5 — Datos de Evaluacion
1
600 w0
55
o 1500 .
5 H
a
2 250
8 1400 g
g g
3 45
1300 w0
1200 35
30
4ls 420 425 430 435 430 a5 450 a1s 420 425 430 435 440 445 450
Tiempo [dias] Tiempo [dfas]

(a) (b)

Nuevos Individuos Infectados por dia en BAJA VERAPAZ Nuevos Individuos Infectados por dia en PETEN

Intervalo de Confianza del 90%, Poisson Intervalo de Confianza del 90%, Poisson
—— Método de Diferencias Finitas / 200 —&— Método de Diferencias Finitas
261 —— Datos de Evaluacién ~+— Datos de Evaluacion
/
180
24 \
022 o 160
5 5
c a
2 @
o 190
& &
18
120
16
100
14
415 420 425 430 435 440 445 450 415 420 425 430 435 440 445 450
Tiempo [dias] Tiempo [dias]

() (d)

Figura 6.5. Comparacién de § A observado en la muestra con las predicciones realizadas.
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Casos Acumulados Confirmados en GUATEMALA

Casos Acumulados Confirmados en ZACAPA

Intervalo de Confianza del 90%, Poisson e e Conanza del 0%, Poisson
210000 == Método de Diferencias Finitas 750 T4 evodo de Diferenclas fintas
—— Datos de Evaluacién — atos de Evaluadén
2 200000 4 6500
g S
8 ]
£ £
£ £ 6250
g
§ 190000 §
g <
H 3 6000
H ]
2 €
5 180000 3
< < 5750
i
g &
8 S
170000 5500
5250
160000
415 420 425 430 435 440 445 450 415 420 425 430 435 440 435 450
Tiempo [dias] Tiempo [dias]
Casos Acumulados Confirmados en BAJA VERAPAZ Casos Acumulados Confirmados en PETEN
Intervalo de Confianza del 90%, Poisson Intervalo e Confianza del 90%, Poisson
—&— Método de Diferencias Finitas —&— Método de Diferencias Finitas
—— Datos de Evaluacion 130004 —— Datos de Evaluacién
3600
2 9
$ § 12000
£ 3400 £
5 H
S 8§ 11000
8 8
3 2
H 3
€ 5200 E 10000
< <
2 2
g g
8 & 9000
3000
8000
2800

420 425 430

Tiempo [dias]

(c)

415

440
Tiempo [dias]

(d)

Figura 6.6. Comparacién de los casos acumulados observados en la muestra con las predicciones
realizadas.
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Susceptibles en GUATEMALA

336428 Susceptibles en ZACAPA
intervalo de Confiarza dal $0% Poicson Intervalo de Confianza del 90%, Poisson
—4— Método de Diferencias Finitas y e
h 262500 —&— Método de Diferencias Finitas
—+— Datos de Evaluacion .
—+— Datos de Evaluacién
335
262250
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262000
B333 £ 261750
& 2
2 261500
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261000
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415 420 425 430 435 440 445 450 415 420 425 430 435 440 445 450
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Susceptibles en BAJA VERAPAZ Susceptibles en PETEN
Intervalo de Confianza del 90%, Poisson 606000 Intervalo de Confianza del 90%, Poisson
325000 —&— Método de Diferencias Finitas —&— Método de Diferencias Finitas
—— Datos de Evaluacién —— Datos de Evaluacion
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324800
604000
ki 3
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@ 324600 § 603000
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A @
602000
324400
601000
324200 600000
415 420 425 430 435 440 445 450 415 420 425 430 435 440 445 450
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(o)

Tiempo [dias]

(d)

Figura 6.7. Comparacion de los susceptibles estimados en la muestra con las predicciones realizadas.
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Nuevos Individuos Infectados por dia en QUICHE

Nuevos Individuos Infectados por dia en ALTA VERAPAZ

100
Intervalo de Confianza del 90%, Poisson Intervalo de Confianza del 90%, Poisson
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Figura 6.8. Prondstico de varias variables para los departamentos de Quiché y Alta Verapaz.
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7. MODELADO DE g COMO PROCESO ESTOCASTICO.

Se investiga la capacidad de los modelo ARIMA para simular la tercera y cuarta ola. Se
supone que la tercera ola empieza cuando B > 7, correspondiendo a t = 583 dias equivalente
al 20 de diciembre de 2021, por lo que para entrenar el modelo se emplean los datos previos a
esta fecha.

Las redes neuronales brindaron resultados satisfactorios, pero a la vez se limitan a predecir
el valor a solamente un dia a futuro. Por otro lado, suponer a  constante produce resultados
inadecuados, como se verd mds adelante, pues predice que la ola de infecciones tendrd una
duracién mucho mayor de lo que se ha verificado en la realidad a través de los datos recopilados
por el Ministerio de Salud.

El primer caso se dio a conocer en Guatemala el 13 de marzo de 2020 pero la base de datos
inicia desde el 14 de febrero reportando 0 casos en cada departamento. Al inicio de los primeros
casos hay demasiado ruido estadistico por lo que se empieza a utilizar para este estudio los
casos a partir del dia 80 de registro que corresponde al 16 de mayo de 2020. Este serd el dia 0 en
los siguientes gréficos.
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Nuevos Casos Diarios en Guatemala Evolucién Observada de la Tasa de Contacto

2500 4 —— GUATEMALA 0144 — GUATEMALA

v 2000 0.12 1
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© 0.08 1
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% 1000 -
2 0.06 -
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0 r r r r T T T T T
Q 200 400 600 800 Q 200 400 600 800
t (dias) t {dias)
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Figura 7.1. a) Se distinguen cuatro olas principales de nuevos infectados durante el periodo de mayo 2021
a noviembre de 2022. b) La evolucién de p en el intervalo correspondiente al gréfico de la izquierda.

Tome como ejemplo la primera ola con condiciones iniciales A(0) = 176, A(0) = 1992
S(0) = 3513783, I(0) = 1852, R(0) = 139. En esta ola el promedio de la tasa de contacto es

B = 0.05138, sustituyendo este valor y las condiciones iniciales en el modelo SIR se tiene

Nuevos Casos Diarios en Guatemala, Modelo SIR

Nuevos Casos Diarios en Guatemala
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w
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o
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(=1
o
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200 1

0 20 40 60 80 100 120 t (dies)
t (dias) .. . .
(b) Nuevos casos diarios pronosticados suponiendo que
(a) Nuevos casos diarios reportados. la tasa de contacto es constante y de valor § = 0.05138.

Figura 7.2. Comparacién de los nuevos casos diarios reportados y estimados, con  constante durante
todo el intervalo de tiempo.

Vemos que el tiempo de duracion de la ola considerando B constante en el modelo es
de mas de 10 veces el observado en realidad. La misma situacién ocurre para las otras tres
olas principales. Observe qué sucede si se utiliza un valor de la tasa de contagio cuando los

reportes diarios estdn incrementando B, y otro valor cuando estdn disminuyendo By, los
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que corresponden a los promedios de 3 en la subida y en la bajada respectivamente. En [10] se

propone utilizar cuatro valores de B para diferentes intervalos durante la ola.

Nuevos Casos Diarios en Guatemala, Modelo SIR Nuevos Casos Diarios en Guatemala, Modelo SIR
6 A observado vt 600 - . - 8 Aobservado
600 4 6 A estimado 1 o]l 6 A estimado
w w
2 500 1 2 5001
K] 8
a a
w wn
8 400+ 2 400 1
(] O
[ (%]
S 3001 s
g 3 300
2 2
200 -
200
80 90 100 110 120 130 140 150 160 170 180 190 200
t (dias) t (dias)
(a) (b)

Figura 7.3. Comparacion de los nuevos casos diarios reportados y estimados, con  constante dentro de
cada intervalo, pero de diferente valor entre un intervalo y otro.

La figura anterior muestra una mejora del modelo SIR describiendo la evolucién de la
epidemia, pero esta descripcién atin es un andlisis retrospectivo, ya que no estamos prediciendo
la evolucién de la infeccién, solo estamos estudiando cémo se ha comportado. Queda clara
la importancia de estudiar la evoluciéon de B(f) para estimar adecuadamente el tiempo de
duracion de las olas de la epidemia.

7.1. Tercera Ola de Infectados

Ahora se estudia la fluctuacion en B que produce la tercera ola de infectados. A partir de
t = 583 dias se tiene B(t) > v por lo que para entrenar el modelo ARIMA se considera la serie
desde el inicio hasta este tiempo que corresponde a la fecha 20/12/2021. y se intenta predecir
el resto de la fluctuacion.

In [27]: adfuller test(Beta[B8][:583])

ADF Test Statistic : -2.845191480666716

p-value : 0.85197255986678322

#Lags Used : 15

Number of Observations : 567

weak evidence against null hypothesis,indicating it 1s non-stationary

Dut|27]: (-2.B46191400666716,

0.05197255986678822,

15,

567,

{'1%': -3.4419358A6025943,
'5%'; -2,B666509204896093,
'10%'; -2.5604919643816947},
-5943,84081053161)

Figura 7.4. El test ADF indica que la serie no es estacionaria en el intervalo anterior a la tercera ola.
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In [31]: serie nueva = Diferenclas(Beta[e][:383])

In [32]: adfuller test(serie nusva)

ADF Test Statistic : -8.1396802023087132
p-value : 1.@4A3721659877836e-12
#lags Used : 134
Number of Observations : 567
strong evidence against the null hypothesis(He), reject the null hypothesis. Data is stationary
Out[32]: (-8,139002023007132,
1.8483721659877836e-12,
14,
567,
{'1%': -3.441935806025943,
'5%': -2.86665092045960893,
*18%': -2.56949196498169471,
-5939.837095794135)

Figura 7.5. El test ADF indica que luego de diferenciar una vez la serie, se consigue una serie estacionaria
por lo que d = 1 en el modelo ARIMA(p,d,q).

El test ADF en Figura 7.4indica que la serie B(t) no es estacionaria para el intervalo ¢ €
[0,582] por lo que realizamos una diferenciacion, a esta nueva serie le aplicamos el test con
el resultado mostrado en Figura 7.5. Asi que el modelo a utilizar sera ARIMA, con d = 1.
Mediante las graficas de autocorrelacion y autocorrelacién parcial determinamos los 6érdenes p

y q correspondientes a AR y MA.
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Figura 7.6. Funciones de autocorrelacién y de autocorrelacién parcial de la primera diferenciacién de
del departamento de Guatemala para determinar los pardmetros del modelo ARIMA.

Las graficas de las funciones de autocorrelacién y de autocorrelacion parcial sugieren que
p=2y3 < q < 7 por lo que emplearemos inicialmente un modelo ARIMA(2,1,3) a un
ARIMA(2,1,7).
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Figura 7.7. Predicciones de B para diferentes modelos ARIMA.

Las mejores predicciones a partir del dia 586 corresponden a ARIMA(2,1,6), en Figura

7.13 (c). Se evaltia este modelo partiendo de diferentes dias. Serd importante considerar que

el promedio de los datos de entrenamiento es f = 0.0409, mientras que las predicciones de
ARIMA(2,1,6) en la Figura 7.13 finalizan en 0.0518. Iniciando las predicciones en el intervalo

t € [583,589] tenemos las siguientes proyecciones de Sy 6 A.
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Figura 7.8. Proyecciones de B y A para el intervalo ¢ € [582,589] en la parte inferior y t € [590,595] en

la parte superior.

En el segundo intervalo de tiempo las predicciones no solo no siguen la tendencia sino
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que divergen completamente de los valores observados. Notese que se ha utilizado d = 1
porque el test ADF indic6 que la serie se convertia en estacionaria solo al diferenciarla una
vez. Supongamos que la serie S(t) es ya estacionaria, por lo que d = 0 y a continuacién
determinamos p y q. De la Figura 7.9 proponemos utilizar un modelo ARIMA(2,0,q), con g a ser
determinado, observando el error cuadratico medio en la Figura 7.10 para diferentes valores de

g durante los primeros diez dias.

Autocorrelation

ST —

0 5 10 15 20 25 30
Partial Autocorrelation

2 o o ¥ o -

0.00 "‘..‘*‘. - % -~

[ 5 10 15 20 25 30

Figura 7.9. Funciones de autocorrelacién y de autocorrelaciéon parcial para B del departamento de
Guatemala para determinar los parametros del modelo ARIMA.

ECM vs q en ARIMA(2,0,q)

0.004 1
0.003 1

=

9 0.002

0.001 A

0.000 A

0.0 2.5 5.0 7.5 10.0 125 15.0 175
q

Figura 7.10. Error cuadratico medio para diferentes valos de g en el modelo ARIMA(2,0,q).

Se obtiene el menor error cuadratico medio cuando utilizamos g =7y g = 13.
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Figura 7.11. Modelos ARIMA(2,0,7) (a) y ARIMA(2,0,13) (b).

Las predicciones de ARIMA(2,0,7) y ARIMA(2,0,13) llegan a un minimo de 0.0408 y 0.0403

respectivamente, a diferencia de ARIMA(2,1,6) que no era capaz de volver al menos al promedio
de la serie de entrenamiento.
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ARIMA(2,0,7), GUATEMALA

0.14 4 e = de evaluacién
* —
S * to =583
,*‘,.* * * to =585
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0.08
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=5 A de evaluacién
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250 1
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Figura 7.12. Predicciones de ARIMA(2,0,7).

Observe que las variables que se estdn estudiando no son negativas, lo que debe ser una
restriccion en las predicciones. Para 4 = 7 no se cumple con dicha restriccién. Veamos qué
ocurre con g = 13.
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Figura 7.13. Predicciones de B para ARIMA(2,0,13) y red neuronal con diferente look back, que es la
cantidad de datos utilizada para pronosticar el valor al dia siguiente.

Note que las predicciones de  en Figura 7.13a siguen la tendencia de los valores observados,
sin embargo tienen una discrepancia mayor al 10 %. Continta presente el inconveniente de que
las predicciones no disminuyen lo suficiente presentando un comportamiento asint6tico que no
es observado en la realidad. El orden de la parte autorregresiva del modelo ARIMA es p = 2,
lo que sugiere utilizar un look back = 2 en la red neuronal como en la Figura 7.13d, compare con
la Figura 7.13f donde se ha utilizado look back = 30 como en la seccién 6.
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Figura 7.14. Estimacion de los casos acumulados en la tercera ola mediante el modelo ARIMA(2,0,13)
para diferentes condiciones iniciales.

Conforme se actualiza el modelo se obtienen estimados dentro del 5% de error para los

acumulados durante hasta 80 dias como se muestra en la Figura 7.14.

7.2. Cuarta Ola de Infectados

Se realizaran las predicciones a partir de t = 727 dias, correspondiente al 13/05/2022 pues

a partir de esta fecha B > 7. El test ADF indica que la serie hasta el dia anterior a la prediccion

es estacionaria por lo que d = 0.

W [5]3

out[5]:

adfuller test(Beta[0][:727])

ADF Test Statistic : -3.475149042145694

p-value : 0.008648732829846168

#Lags Used : 20

Number of Observations : 706

strong evidence against the null hypothesis(Ho), reject the null hypothesis. Data is stationary

(-3.475149042145694,

0.008648732829846168,

20,

706,

{'1%': -3.439646367660705,
'5%': -2.8656425177031375,
'10%': -2.5689546724554404},

-7269.375504427285)

Figura 7.15. El test ADF indica que la serie de datos es estacionaria en el intervalo que precede a la cuarta

ola.

Ahora se debe observar las funciones de autocorrelacion y de autocorrelacién parcial.
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Figura 7.16. Funciones de autocorrelacién y autocorrelacién parcial para determinar los pardmetros del
modelo ARIMA.

Lo queindicaque p = 3y 1 < g <17, por lo que evaluamos ARIMA(3,0,q) para diferentes
valores de g, en las predicciones de los primeros 10 dias. La grafica del error cuadratico medio

es

ECM vs q en ARIMA(3,0,q)

0.00025 4
0.00020 1
S
w 0.00015 4

0.00010 1

0.00005 4

0.0 2.5 5.0 7.5 10.0 125 15.0 175
q

Figura 7.17. Error cuadratico medio para diferentes valos de g en el modelo ARIMA(3,0,q).

El minimo error cuadratico medio en la Figura 7.17 corresponde a g = 14 lo que sugiere
utilizar un modelo ARIMA(3,0,14).
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ARIMA(3,0,14), GUATEMALA
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ARIMA(3,0,14), GUATEMALA
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Figura 7.19. Predicciones del modelo ARIMA(3,0,14) para S y A con condiciones iniciales en la region
de disminucién de B.
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ARIMA(3,0,14), GUATEMALA
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Figura 7.20. Predicciones de I y S y region de incerteza de 10 % y 1 % respectivamente.
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ARIMA(3,0,14), GUATEMALA
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Figura 7.21. Continuacién de las predicciones de I y S y regiéon de incerteza de 10% y 1%
respectivamente.
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ARIMA(3,0,14), GUATEMALA
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Figura 7.22. Removidos y Acumulados con regién de incerteza del 5 % cada uno.
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ARIMA(3,0,14), GUATEMALA
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Figura 7.23. Continuacién de removidos y acumulados con regién de incerteza del 5 % cada uno.
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8. DISCUSION DE RESULTADOS

Aunque el test ADF indic6 que la serie de datos anterior a la tercera ola corresponde a
un proceso no estacionario, los resultados muestran que el modelo realiza mejores pronésticos
cuando se supone que la serie es estacionaria. Se propone que esta situacioén se debe al intervalo
en el que se determina el coeficiente ¢; de la parte autorregresiva. En 8.22 se observa que, dentro
de dos desviaciones estdndar, una estimacién de ¢ corresponde al caso estacionario mientras

que otra parte corresponde al caso no estacionario.

Suponer que el proceso (t) es un proceso estacionario permitié obtener una estimacién
de los casos acumulados de hasta 75 dias dentro del 5 % de error, sin embargo aplicar el modelo
ARIMA en series no estacionarias puede provocar una sobreestimacién del orden de pardmetros
como en el caso de la tercera ola donde g4 = 13, frente al correspondiente p = 2, lo que
afecta la interpretabilidad del modelo. Un modelo con menos pardmetros seria preferible pues
puede ser més facil de interpretar. En este proyecto se ha conseguido precisiéon a expensas de
interpretabilidad.

Ademas, aplicar modelos ARIMA a series no estacionarias puede disminuir la confiabilidad
del prondstico por lo que podria ser ttil comparar con un caso estacionario y observar si se
alcanza un modelo de orden p, 4 similar y si los prondsticos son también similares, para esto
se clasifican las series B(t) de cada departamento en estacionarias y no estacionarias mediante el
test ADF. Alrededor de la tercera parte queda determinada como no estacionaria, correspondiendo
la serie del departamento de Guatemala a esta categoria.

En el Cuadro 8.1 se muestran los 7 departamentos para los que el test ADF indica no
estacionariedad. De 22 departamentos, 15 de ellos presentan a § como un proceso estacionario.
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Numero | Departamento

0 Guatemala

7 Jutiapa

10 Solola

12 Suchitepéquez
14 Baja Verapaz
15 Retalhuleu
18 Jalapa

Tabla 8.1. Departamentos cuya serie () es no estacionaria en el intervalo [0, 583].

Con el fin de verificar como queda el modelo ARIMA en el caso estacionario, se toma
como ejemplo el departamento de Santa Rosa.

In [74]: NOMBREDEPTOI[E]

Out[74]: 'SANTA ROSA'

In [75]: adfuller test(Betal6]l[:5831)

ADF Test Statistic : -4.254203948525635

p-value : 8.0085327088969062796

#Lags Used : 15

Number of Observations : 567

strong evidence against the null hypothesis(Ho), reject the null hypothesis. Data is stationary

outl[75]: (-4.254203948525635,

0.0805327088969062796,

15,

567,

{'1%': -3.441935806025943,
'5%': -2.8666509204896093,
'108%': -2.5694919649816947},

-4854,224929282059)

Figura 8.1. Santa Rosa presenta a f como un proceso estacionario, previo a la tercera ola.

La funcién de autocorrelacion parcial indica p = 16 p = 2y q € [0,9]. Considerando
p = 1, segun la Figura 8.2 el menor ECM para los primeros diez dias ocurre cuando g = 1,8
6 9. Utilizando ARIMA(1,0,8) se obtienen los pardmetros mostrados en la Figura 8.24, donde
se puede ver que la estimacion de ¢; queda dentro del intervalo correspondiente a un proceso
estacionario, no existe ambigiiedad como en el caso del departamento de Guatemala.

58



ECM vs g en ARIMA(1,0,q)

0.00110 A
0.00108 A

0.00106 A
=

C

m
0.00104 A
0.00102 A

0.00100 A

Figura 8.2. Error cuadrédtico medio durante los primeros diez dias de prediccion del modelo
ARIMA(1,0,q) para diferentes valores de g.

Note que en las figuras 8.4 y 8.5 el pronéstico de los acumulados, en el caso estacionario
del departamento de Santa Rosa, queda dentro del 5% hasta durante 80 dias, similar a lo
estimado para el departamento de Guatemala. También es similar la cantidad de parametros
necesarios en los modelos de ambos departamentos. Estas dos observaciones mantienen la
confianza en el modelo determinado para el departamento de Guatemala.

ARIMA(1,0,8), SANTA ROSA

5% de Error
= B de evaluacién
to = 594
to = 599
to = 604
to = 609
ty =614
to =619
* to=624

to = 629

EE

0.08 4

R RS

0.04

580 600 620 640 660 680 700
t

Figura 8.3. Comparacién de los prondsticos de la tasa de contagio  para diferentes condiciones iniciales
en el intervalo t € [594,630], segun ARIMA(1,0,8) para el departamento de Santa Rosa.
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ARIMA(1,0,8), SANTA ROSA
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Figura 8.4. Comparacion de los prondsticos de los casos acumulados para diferentes condiciones iniciales
en el intervalo t € [594,629], segin ARIMA(1,0,8) para el departamento de Santa Rosa.
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Figura 8.5. Comparacion de los prondsticos de los casos acumulados para diferentes condiciones iniciales
en el intervalo t € [640,664], segun ARIMA(1,0,8) para el departamento de Santa Rosa.
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CONCLUSIONES

¢ Laestrategia de utilizar redes neuronales para estimar la evolucién de f ha dado resultados
satisfactorios para compensar la falta de una ecuacién diferencial en el sistema (1.1).

Aunque la red presentada en este proyecto se limita a pronosticar un solo dia a futuro.

* Los modelos ARIMA resultaron particularmente ttiles para pronosticar los casos acumulados
dentro de un 5% del valor observado en los siguientes 30 a 80 dias aproximadamente,
como se muestra en la seccién 7. De forma similar pronostica los susceptibles, en los
siguientes 30 a 60 dias, dentro de un 1 % del valor estimado por el Ministerio de Salud.

* Los modelos obtenidos resultaron practicos para realizar los prondsticos, sin embargo el

orden de la parte de medias moviles dificulta la interpretabilidad de los parametros.
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Para complementar esta investigacién se proponen dos proyectos: El primero relacionado
a ajustar funciones a la forma de las fluctuaciones de la tasa de propagacion y el segundo

enfocado en evaluar como influye la conectividad de una ciudad con sus ciudades vecinas en

RECOMENDACIONES

la dindmica de la epidemia de Covid-19.

Modelado de f como una Funcién Triangular.

De las figuras en 7.1 vemos que las olas de nuevas infecciones estan relacionadas con

fluctuaciones en B que sobresalen en la curva:
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0.10 1

0.08 A

0.06 1

0.04 1

2500 1

N
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Figura 8.6. Las lineas de cada color delimitan desde que B = < en la regién de incremento, hasta que
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B = ¥ nuevamente en la regién de disminucién.

Propuesta: Las fluctuaciones de § durante las olas pueden aproximarse como funciones
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triangulares de la forma

B(t) = mt + 7y siy < B < Bmax 8.1)

5max —mt si 5max > ,B >y

Advierta que es necesario conocer la primera parte de B(t), es decir, conocer Bax (€l
proximo proyecto también deberia resolver el problema de no saber cuando se encuentra en
el maximo pues no se trata de una curva suave y ademads es estocdstica) para determinar la
pendiente m de la recta. Asi que tnicamente podemos pronosticar () en la regién en la va

disminuyendo de nuevo a g = 7.

Ejemplo: De ser adecuada la descripcion de B(f) mediante la funcion en 8.1, se estudia
qué caracteristicas deberian esperarse en la evolucién de la pandemia. Se realizard mediante el

siguiente ejemplo:

Suponga que una ciudad tiene una poblacién de 10° habitantes, con las condiciones iniciales
Ay =900, 6A0 =10, Sop = 10° — 900, Iy = 100, Ry = 800. La fluctuacién de B que produce esta

ola tiene un B,y = 0.2 y una duraciéon w = 140 dias.

Evolucion de B

0201 — Bt
0.181 — B=y
0.16
0.14
“0.12 4
0.10
0.08

Q.06 1

0.04

0 20 40 60 80 100 120 140
Nuevos Casos Diarios
20000 — 5AWM)

17500 1
15000
12500 1
10000 -

7500

Nuevos Casos Diarios

5000
2500

t (dias)

Figura 8.7. Las lineas verticales delimitan la region desde que B = Bux , hasta que 6 A = 6A,4x.

Necesitamos conocer los datos en el intervalo de (A, B) para estimar (t) en el intervalo
(B, D). La posicién de C depende de las condiciones iniciales de cada caso, en este ejemplo se
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encuentra en (¢, f) = (99,0.137). Por lo que, podriamos haber sido capaces de determinar que

el maximo ocurriria en 30 dias aproximadamente.

En la siguiente gréfica de los nuevos reportes diarios para el departamento de Guatemala
se indica el valor de B mediante colores para buscar algtin patrén. Especificamente queremos
estimar la posicién de C como en el ejemplo de la Figura 8.7 para conocer con cudnto tiempo de

anticipacién podriamos pronosticar el maximo de cada ola.

Reportes Diarios de Covid en Guatemala B
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,.
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" e
i
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S 1500 1 3] ,;&. {
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: R W
& ~ J \ : \ :t ‘: 0.06
500 A Aj { i
S\ W Yw
j \ﬂ-‘ } \ 0.04
0 T T T T T
0 200 400 600 800

t (dias)

Figura 8.8. § asociado a los nuevos reportes diarios.

Observamos que los reportes diarios empiezan a disminuir cuando 0.04 < B < 0.08. Lo
que tiene sentido pues para que la infeccién se propague es necesario cumplir con § > <y que
en este caso corresponde a y = 1/21 ~ 0.048. La siguiente tabla muestra el valor de  cuando

se alcanza el maximo de reportes diarios en cada ola.

No.de Ola | 6Amax | tmax | B(tmax)
1 639 | 46 | 0.058
2 1719 | 454 | 0.056
3 1654 | 608 | 0.071
4 2562 | 782 | 0.066

Tabla 8.2. Maximo de reportes diarios en cada ola y su correspondiente f.
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1

Por lo que en el mejor de los casos' se puede determinar el maximo con At dias de

anticipacion donde At = t(6 Amax) — tH(Bmax) Y tmax = t(6Amax) €s tal que

B(tmax)
0.06275 4+ 0.006

Tabla 8.3. Promedio de j en el que se espera alcanzar el maximo de reportes diarios.

A continuacién se modela, utilizando 8.1, la fluctuacién de 8 que provoca la cuarta ola en

la Figura 8.8.

B vs t, durante la Cuarta Ola en Guatemala

—— B observado
B estimado

p 10% de Error

p7

700 720 740 760 780 800 820

Reporte Diario en Guatemala

10% de Error
—— &A observado
2500 4 BA estimado

2000

1500

Nuevos Casos Diarios

1000 N

5001 /,_//
e g

700 720 740 760 780 800 820
t (dfas)

Figura 8.9. Modelado de la fluctuacién de B como funcién triangular y simulacién de los nuevos
infectados.

'El mejor de los casos ocurre cuando posicionamos el méximo de la funcién triangular en el maximo de la
fluctuacién observada, Pero hasta que no lleguemos al maximo, no podemos estar seguros de haberlo alcanzado,
por la naturaleza estocdstica de B.
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1e6 S vs t, durante la Cuarta Ola en Guatemala
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Figura 8.10. Simulacién de los casos acumulados y susceptibles relacionados a la Figura 8.9.

I vs t, durante la Cuarta Ola en Guatemala
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Figura 8.11. Simulacién de los casos removidos e infectados relacionados a la Figura 8.9.
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Donde se han utilizado las condiciones iniciales correspondientes al dia 02 de mayo de
2022: tg = 716, B(ty) = vy, poblacion = 3515775, Ay = 404834, 6Ag = 267, Sy = 3105946 ,
Ip = 6617, Ry = 403211. La simulacién determina que el méximo de los nuevos infectados

ocurre alrededor del dia 785 esto corresponde al dia 24 de predicciones, mientras que el méximo

observado ocurri6 en el dia 780, el dia 19 de predicciones. Por lo que el error en el estimado del

tiempo en ocurrir el méximo es del 26 %.

E=(24-19)/19 ~ 0.26

(8.2)

Regresando al ejemplo y partiendo de las mismas condiciones iniciales, estudiaremos qué

ocurre con el méximo de la ola cuando variamos el ancho de la funcién triangular, es decir que

para cada By tendremos diferentes tiempos en alcanzarlo.
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Figura 8.12. Division de regiones de maximos de nuevos infectados para diferentes valores de By w.

Note en Figura 8.12 (a) que para cada B existe cierto w debajo del cual la infeccién se

desvanece. Ahora consideremos condiciones iniciales similares a las anteriores excepto que la

poblacion es de 10° habitantes, por ser conveniente computacionalmente.
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Figura 8.13. Diferentes formas de observar la relacion entre las variables B, 6 Ayax y .
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A continuacién se ird mostrando la evolucién de la Figura 8.13 para diferentes tiempos de

duracion de la fluctuacion:
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Figura 8.14. Gréficas que resultan de incrementar w para ciertos d A,.x y B.

400

300

La gréfica en la Figura 8.14 parece doblarse sobre si misma como consecuencia de un limite

en los 0 Ayux para cada B cuando se hace crecer w indefinidamente.

El proyecto también deberia agregar una componente aleatoria a la funcién triangular, por

lo que la ecuacion 8.1 quedaria

B(t) =

mt + v+ 4B

Si')’S,BS,Bmax

,Bmax_mt+5,3 Si,Bmax>,BZ'Y

(8.3)

donde 4B es la componente aleatoria y sigue cierta distribucién probabilistica que deberia

ser determinada también en futuras investigaciones.
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Modelo de Percolacion

En trabajos previos como en [13] y en [6] se ha propuesto a la teoria de percolacién como
una herramienta para estudiar la influencia de la movilidad entre ciudades sobre la dindmica
de la propagacion de infecciones. Por lo que para este estudio se propone examinar la relacién
entre el niimero maximo de casos nuevos de COVID-19 reportados en cada departamento de
Guatemala y la conectividad con sus departamentos vecinos. Con el fin de medir la conectividad
se puede utilizar la biblioteca OSMnx de Python para obtener informacién de la red vial descargada
de OpenStreetMap. Dicha biblioteca permite identificar las intersecciones de grado 1, que corresponden

al nimero de conexiones que tiene la ciudad con el exterior.

Pueden ser ttiles las cantidades densidad superficial y densidad perimetral de las conexiones
que son definidas mas adelante. Los resultados iniciales indican que el logaritmo natural del
nimero maximo de nuevos contagios es proporcional al logaritmo natural de la densidad

superficial de vias que conectan a cada departamento con sus vecinos.

La libreria OSMnx permite elegir la porciéon de la red de carreteras que llega hasta la
frontera de la ciudad. Se considera que los nodos que han quedado conectados a una sola
carretera representan las entradas a la ciudad. Esta informacién se obtiene mediante la funcién
basic_stats de OSMnx que permite obtener informacién de la distribucion de las carreteras en la
red. La cantidad de nodos mencionada anteriormente se emplea para proponer las siguientes

medidas de conectividad de la red, de la siguiente forma:
Cs =C/S, (8.4)

C,=C/P, (8.5)

donde Cs y Cp son la densidad superficial de conexiones y la densidad perimetral de conexiones,
respectivamente. S y P son el drea y el perimetro del departamento, mientras que C es la

cantidad de conexiones con sus departamentos vecinos.
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In(6Amax normalizado) vs. In(Cp)
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Figura 8.15. El ajuste lineal de In(6A,.x normalizado) vs.
determinacién R? = 0.64.

In(6Amax normalizado) vs. In(Cs)
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ANEXOS

Implementacién en Python

El c6digo completo empleado en cada una de las secciones se encuentra en
https:/ / github.com/CarlosSalazarR /Thesis-Scripts. En esta seccion se muestra solo alguna parte
de lo que se puede encontrar en el enlace anterior.

In [6]: # ==
#ESTIMACIONES DE BETA y OTRAS VARTABLES DEL MODELD SIR
g -

FINICTALTZACION DE VARTABLES

gamma = 1, /21,

A = acumuladosReportades #TOTAL OF INDIVIDUQS QUE SE HAN INFECTADO.

dA = POSITIVOSDEPTO #CAS0S NUEVDS REPORTADDS CADA DIA POR CADA DEPARTAMENTOD

R = np.zeros{{Len(A),len{A[B])))
I=A-R

5 = np.zeros({len({A),Llen{A[D])))
Beta = np.zeros{(len{A).Llen(A[8]1)))
Rt = np.zeros(({ten{A).Llen(A[B])))
R8 = np.zeros{{len{A),len{A[B]))}

inicio = 188

for i in range(len({A}):
for j in range{len(A[8])):
S[i]{j] = Poblacion[i] - A[i][j] #ECUACION {4.37)

for i in range(len{A}):
N = Poblacion[i]
for j in range(len{A[8])-1):
if j=28: #porque empezamos desde j=8
R[1i1[j] = dA[i][§-21] + R[i][j-1] #ECUACION (4.38)
else:
R[i][j] =8

if A[i]1i] - RILI[i] == @:
I[1]1[3] = TQi][j-1]
else:
I[i113] = ALL11[3] - RIi}[j] #ECUACION (4.39)
S5[11[3] = N - T[i][3] - R[1][]]
Beta[il[j] = dAIi1[§+1]/(S[1}E30*113][7))=N SXECUACION (5.1}
#mas adelante quitar el ultimo de beta porgue es cero.
Rt[i][j] = Beta[i][j]/gamma * S[i][j]/N
RE[i]1I]] Beta[i][]j] /gamma

if A[i]1[§] == B:
A[i1[3] = A[i][j-1]

Figura 8.17. Implementacion de la secciéon 1.2

73



in [7]:

from keras
from keras
from keras
import sea

#CREACION
def model

#RED NEURONAL y OTRAS FUNCIONES

#MODIFICA EL ARREGLO DE DATDS PARA QUE TENGA LA FORMA DE LA EXPRESION (4.41)
def convertZmatrix{data arr, look_back):
X, Y =[], []
for i in range(len{data arr)-look back}:
d=i+look back
X.append(data arr[i:d.8])
¥.append{data arr[d,@8])
return np.array(X), np.array(Y)

#trainX, train¥Y = convertZmatrix(train, look back)
#testX, testY = convert2matrix(test, look back)

Figura 8.18. Implementacion de la expresion 2.3.

.models import Sequential
.layers import Dense

.callbacks import EarlyStopping
barn as sns

DE A RED DE LA FIGURA (4.7)
dnn{look back):

# Dense Meural Network significa que estan conectadas todas las neuronas de una capa
#con todas las newronas de las capas vecinas.

model=
model.
model.
model.
model.
return

Sequentiall)

add{Dense(units=64, input dim=look back, activation='relu'})

add (Dense(8, activation='relu'})

add {Dense(1})

compile{loss="mean squared error', optimizer='adam',metrics = ['mse’, "mae’'])
model

Figura 8.19. Creacion de la red de la figura 4.1.

#LRAFICA LA FUNCION DE COSTO DE LA EXPRESION (4.43)
def model loss({history):

pLt.
pLt.
plt.
plLt.
pLt.
pLt.
pLt.
plt.

#pl

figure{figsize=(8.4))

plot{history.history['loss"'], label='Train Loss')
plot{history.history['val loss'], label='Test Loss')

title( 'model loss - '+NOMBREDEPTO[n])

ylabel('loss')

xlabel{ 'epochs’)

legend{loc="upper right')

savefig('GraficasProyDNN/ +NOMBREDERTO[n]+'Loss.pdf', bbox_inches = ‘tight')
t.show();

Figura 8.20. Célculo de la funcién de costo, seccién 2.2.
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In [9]: | #GUARDANDD LAS PREDICCIONES EN ARCHIVDS CSV: DEPARTAMENTD NUMERD DE EJECUCTION

L = len(Af8])-1

for n in range(15,22):

#for n in range(len{departamentos)):
dfl = pd.DataFrame{{'Fecha’:fechas[inicio:L], 'Beta’:Beta[n][inicio:L], 'I':I[n]l[inicio:L},

'S :iS[n][inicio:L], 'A':R[m][inicio:L]})

dfl = dfl.set index('Fecha')
train size = Int[ien{Rt[n][inicin:]l-?ﬂ}
#ata Frame de entrenamiento y pruebs
trainB, testB = dfl.values[8:train_size,B:1].dfl.values[train_size:len(dfl.values),B:1]

#separa cada data frame en x y y
trainXB, trainYB = convertZmatrix{trainB, look back)
testXB, testYB = convertZmatrix(testB, look back)
for m in range(188)
model = model dnn{look back) #modelo de red densa
#ajustando modelo a la data
history = model.fit(trainXB,trainYB,epochs=108,batch size=38,
verbose=0,validation data={testXB, testYB),
callbacks=[EarlyStopping{monitor="wval loss',patience=18)],shuffle=False)
train score = model.evaluate{train¥XB, trainYB, verbose=)
test score = model.evaluate(testXB, testYB., verbose=0)
model loss{history)
test predictB = model.predict{testXB}
#testpredict es lo gue usare como coeficientes Beta para las series finitas
#tambien se guardara en archivo de texto
#Eprediction pfﬂfifEifYﬂ.fesi_EFEdictS,ﬂ4
data = {"BetaPred”: test predictB.transpose()[8], "Beta Real": testYB}
data? = pd.DataFrame.from dict(data)
data?.to csv(NOMBREDEPTO[n] + 'BetaPrediccion’+strim}+'.csv’,
header=["Beta Prediccion™, "Beta Real"” ]. index=False)

Figura 8.21. Puesta en accién de la red neuronal. Las tltimas lineas guardan las predicciones en un
archivo de extension csv.

Cada archivo generado contiene una tabla con las proyecciones de 40 dias, como la siguiente

Prediccién de 8 | B observada
[dia=1] [dia=1]
0.0709679 0.0624266
0.0661554 0.0612805
0.063060 0.06012599

Tabla 8.4. Proyecciones de 8 para una de las corridas de la red.

Por cada departamento se generaron 100 archivos de la forma del Cuadro 8.4. De esta
manera se tienen 100 predicciones para cada dia y se reporta el promedio de ellas.
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Parametros de los Modelos ARIMA
La tercera ola fue modelada mediante ARIMA(2,0,13), utilizando el c6digo:

model=ARIMA (Beta[0] [:585],order=(2,0,13))
model_fit=model.fit()

model_fit.summary ()

Obteniendo los parametros siguientes:

coef std err z P=jz| [0.025 0.975]

const 00408 0.004 114593 0.000 0.034 0.048
ar.L1 0.9457 0170 5580 0.000 0.616 1283
ar.L2 -0.0395 0163 0242 0.809 -0.359 0.280
mia.L1 04206 0177 2382 0.077 0075 0.767
ma.L2 02034 0082 2586 0.010 0.049 0.369
ma.L3 D.1618  0.046 3500 0.000 0471 0.252
ma.L4 01803 0038 4719 0.000 0.105 0.255
mia.L5 02126 0053 4030 0.000 0.109 0.316
mia.LE 03726 0048 B.150 0.000 0,283 0.462
ma.L7 05194 0060 BT715 0.000 0.403 0.636
mia.L8 04614 0088 5267 0.000 0,250 0.633
ma.L9 03138 0.084 3743 0.000 0:150 0478
mia.L10 02786 0.064 4352 0.000 0153 0.404
mia.L11 01504 Q.06 2866 0.004 0060 0321
mia.L12 01560 0055 2861 0.004 0045 0263
ma.L13 02617 0.047 5523 0.000 0.160 0.355

Figura 8.22. Pardmetros de ARIMA(2,0,13) para modelar § en la tercera ola.
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De forma similar para la cuarta ola utilizando ARIMA(3,0,14) se obtiene

coef stderr z P=lzl [0.025 0.975]
const 00455 0003 13.040 0000  0.039 0.052
arL1 13740 0228 6016 0000 0926 1822
arl2 02282 0157 -1.455 0146  -0.536 0.079
arl3 01693 0124 1365 0172 0412  0.074
mali 01306 0224 0582 0561  -0.309 0.570
mal?2 00056 0240 0024 0981 -0.465 0.476
mald 00616  0.474 0354 0723 -0.279 0402
mald 00158  0.148 D107 0915 -0.306 0.274
mals 00635  0.008 -D641 0522 0282 0.143
malé 01716 0073 2352 0019  0.029 0.315
mal?7 03202 009 3351 0001 0133 0.507

ma.L8 014592 0150 0993 0.321 0145 0444

ma.L9 0.0481 0168 0273 0.783 0282 0375
ma.L10 00241 0146 00164 0870 0263 0311
ma.L11 -0.0251 0116 0219 0826 -0.250 0200

ma.L12 -0.0808 0088 -0.916 0.360 -0.254  0.082
ma.L13 01631 0060 2810 0.005 0.051 0287
ma.L14 -0.3714 0.084 -4.446 0.000 -0.535 -0.208

Figura 8.23. Pardmetros de ARIMA(3,0,14) para modelar j en la cuarta ola.
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Para el departamento de Santa Rosa para la tercera ola se tienen los siguientes parametros

con un modelo ARIMA(1,0,9). Este caso se trata de un proceso estacionario:

coef  stderr z P>z [0.025 0.975]

const 0.0439 0.004 11409 0.000 0.036 0.051
ar.L1 0.8723 0020 42610 0.000 0.832 0.912
ma.L1 0.3278 0043 7605 0.000 0.243 0.412
ma.L2 02275 0.051 4463 0.000 0.128 0.327
ma.L3 0.2612 0.052 5028 0.000 0.159 0.363
ma.L4 01736 0.057 3.026 0.002 0.061 0.286
ma.L5 01521 0.065 2764 0.006 0.044 0.260
ma.L6 0.1865 0.049 3.818 0.000 0.0% 0.282
ma.L7 02018 0.052 °3.900 0.000 0.100 0.303
ma.L8 0.1834 0.053 3440 0.001 0.079 0.288
ma.L9 0117 0.048 2443 0.5 0.023 0.211

Figura 8.24. Pardmetros de ARIMA(1,0,8) para modelar B en la tercera ola, correspondiente al
departamento de Santa Rosa.
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